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Plan del Curso 
  

Cap I - Análisis de Fourier 
1. Introducción general al curso. Análisis de Fourier I: la transformada de Fourier. [RS80, Fol92] 

2. Análisis de Fourier II: series de Fourier y bases de cosenos. Señales finitas, transformada de Fourier discreta y 

FFT. [Rud76, Fol92, HW96, Fra99, Kat04] 

3. Análisis de Fourier III: teorema de Shannon, espacio de Paley-Wiener y RKHS. [Hig85, Dau92, Fol92] 

4. Análisis de Fourier IV: el principio de incertidumbre. [Fol92, DS98, Kat04] 

5. Laboratorio 1: series temporales, frecuencia de Nyquist, aliasing, convoluciones, módulo y fase. 
 

Cap II – Marcos y análisis en tiempo-frecuencia 
6. Minicurso de teoría de marcos. Marcos de Parseval y bases ortonormales. Sucesiones de Bessel, marcos 

duales y la fórmula de reconstrucción. Maros finitos. [Dau92, HW96, Cas00, Chr16] 

7. Análisis en tiempo-frecuencia I: la transformada de Fourier con ventana. Localización en tiempo-frecuencia. 

[Dau92, Gro01] 

8. Análisis en tiempo-frecuencia II: marcos de Gabor. Existencia, el teorema de densidad y el teorema de Balian-

Low. [Dau92, HW96, Gro01, Jan05] 

9. Análisis en tiempo-frecuencia II: la transformada de Gabor discreta de señales finitas. [Jan94, FS98, Chr16] 

10. Laboratorio 2: análisis en tiempo-frecuencia de señales audio digitales con marcos de Gabor. 

 

Cap III - Ondículas 
11. Introducción a las ondículas I: la transformada de ondículas continua, admisibilidad de Calderón, 

cancelaciones y detalles. [Dau92, Hol95, Mal09] 

12. Introducción a las ondículas II: las ondículas discretas no son sistemas de traslaciones. Ondículas de Haar y 

de Shannon. [HW96, GLWW03, Mal09] 

13. Análisis en Multirresolución I: aproximación, detalle y la función de escala. [Dau92, HW96, Mal09] 

14. Análisis en Multirresolución II: el teorema de completitud y el filtro paso bajo de una MRA. [HW96] 

15. Análisis en Multirresolución III: el filtro de paso alto y las MRA ortonormales. [Dau92, HW96, Mal09] 

16. Análisis en Multirresolución IV: ondículas de soporte compacto y el algoritmo de descomposición. [Dau92, 

HW96, Mal09, Pin02] 

17. Laboratorio 3: las ondículas de Morlet y de sombrero Mexicano; análisis MRA de imágenes digitales. 

[Fra99, VFl08] 

 

Cap IV – Aprendizaje automático y redes neuronales 
18. Introducción al aprendizaje automático: aprendizaje supervisado, no supervisado y por refuerzo. 

y arquitecturas básicas: la neurona, el MLP, las redes convolucionales. 

19. Introducción a las redes neuronales: arquitecturas básicas y descenso del gradiente. [Hay09, Nes03] 

20. Más sobre el descenso del gradiente: backpropagation y online learning. [Hay09, Zin03, Haz22] 

21. Redes neuronales y teoría de aproximación I: el teorema de aproximación universal de Cybenko. [Pin99] 

22. Redes neuronales y teoría de aproximación II: aproximación profunda. [AB09, Pog17, Yar17] 

23. Cuestiones abiertas sobre redes neuronales: el problema de bias-variance y el exceso de parametrización, 

regularización implícita en la SGD. [CS01, CS18, BHM19] 

24. Minicurso de Reinforcement Learning, I. Procesos de decisión de Markov y Dynamic Programming. [Put14] 

25. Minicurso de Reinforcement Learning, II. El Policy Gradient Theorem y la Proximal Policy Optimization. 

[SB18, OAI17] 
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Descripción 
 

La propuesta está estructurada en 4 partes: 

 

    I) Fundamentos del análisis de Fourier. Se introducen las nociones fundamentales sobre suavidad en relación a 

las oscilaciones, muestreo, principio de incertidumbre, señales finitas y digitales. Sobre estas últimas se hace un 

laboratorio. 

    II, III) Análisis de las señales en tiempo-frecuencia y en tiempo-escala. Se introducen las dos familias más 

conocidas de características locales para el estudio de las señales: la frecuencia local, y la escala local. Se estudian 

por separado sus propiedades en la teoría continua y en la teoría discreta, también con laboratorios. 

    IV) Aprendizaje automático. Se introducen las redes neuronales como funciones para problemas de 

aproximación. Se discuten aspectos numéricos de optimización y aspectos estadísticos de rigidez al respecto del 

overfitting. Se muestran algunas arquitecturas relacionadas con las partes anteriores, en particular las redes 

convolucionales. En la parte final se introduce una técnica de aprendizaje con la que se entrenan las redes 

modernas. 

 

El objetivo del curso es proporcionar los conceptos matemáticos básicos para poder tener un enfoque cuantitativo 

hacia los aspectos más en uso del análisis de las señales. Las partes I-III) de esta asignatura están muy relacionadas 

con análisis real, análisis de Fourier y análisis funcional, pero están diseñadas para poderse seguir de forma más o 

menos independiente de esas asignaturas. La parte IV) está muy relacionada no solo con lo que se hace 

anteriormente en esta asignatura, sino también con los cursos de estadística, pero aquí también se intenta dar todas 

las nociones necesarias en la asignatura. 

 

Los laboratorios tienen un carácter principalmente ilustrativo: no se pretende que los estudiantes programen. Pero 

por experiencia es muy útil ver en práctica la implementación de los conceptos. No se plantea un laboratorio para 

la parte IV porque ya sería algo que requiere más que una clase (y probablemente más que dos). Se propondrá usar 

herramientas de aprendizaje automático (Tensorflow en Google Colab) para las presentaciones finales. 

 

 

Evaluación: 

 

- 2 entregas de teoría, sobre el contenido de las partes I-III): 40% de la nota 

- Presentación final de 30 minutos: 60% de la nota. 


